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Résumé : Cet article présente une méthode originale pour
la classification supervisée répondant a des contraintes in-
dustrielles fortes. Cette méthode propose en effet une solu-
tion aux problemes des bases d’apprentissage réduites, de
vitesse de traitement et de sélection de caractéristiques en
fonction du probléme a traiter. On montre comment le cal-
cul d’une seule distance, au sens d’une métrique dans un es-
pace de caractéristiques, entre I’élément a classer et un point
de vue permet d’évaluer une fonction d’appartenance pour
toutes les classes candidates. Cette idée est exploitée dans
un algorithme itératif implanté au sein du module de classifi-
cation d’une application de lecture automatique des champs
manuscrits et typographiés sur des images de document. Des
résultats expérimentaux sont présentés et comparés avec des
approches classiques.

Mots-clés : Classification supervisée, images de document,
application industrielle

1 Introduction

Si de plus en plus d’applications commerciales reprennent
a leur compte les travaux de recherche, les contraintes in-
dustrielles ne cessent de proposer de nouveaux défis. Si des
applications de lecture automatique de documents (code pos-
taux, cheques, formulaire) ont vu le jour, elles ont également
mis en lumieére certains besoins spécifiques concernant les
temps de traitement, la généralisation et la robustesse malgré
des bases d’apprentissage restreintes. Cet article propose une
méthode de classification d’images de document adaptée a
ces contraintes. Cette méthode est implantée afin d’étendre
les fonctionnalités d’une application existante (A2iA Fiel-
dReader). Initialement, cette application réalisait, la lecture
automatique des champs manuscrits et typographiés sur des
documents de la méme classe. Un modele de lecture du docu-
ment contient des informations relatives a la localisation, la
nature, la syntaxe, la signification et des regles de cohérence
entre les différents champs. Ce modele de lecture permet de
guider, de valider et donc d’améliorer la lecture automatique.
L’extension proposée consiste a doter le systeme d’un mo-
dule de classification d’images de document qui lui permettra

de traiter des documents de classes différentes en associant a

chacune d’elles un modele de lecture différent. Le module

de classification doit alors répondre a un certain nombre de
contraintes. En effet, afin que le produit reste viable au ni-
veau commercial il doit étre :

— simple d’utilisation de telle sorte qu’un utilisateur non spé-
cialiste en analyse de document ou en classification puisse
facilement le prendre en main ;

— souple afin qu’il puisse s’adapter a différents problemes
(nombre et nature des classes a discriminer) ;

— rapide, I’étape de classification ne devant pas se traduire
par un allongement trop conséquent du temps de traite-
ment ;

— robuste malgré le fait que les utilisateurs ne consacrent que
tres peu de temps a I’annotation de base d’apprentissage.

Afin de tendre vers ce dernier objectif, nous avons congu un
module d’aide a I’annotation de bases d’apprentissage basée
sur un algorithme de classification semi-supervisée. La des-
cription de cet outil fait I’objet d’une autre communication
du CIFED [CAR 04]. En aval, se place un module de classi-
fication supervisée, dont la description fait I’objet du présent
article, en se basant sur les annotations produites.

La section 2 précise les implications des contraintes que doit

observer le module de classification. La section 3 énonce

des définitions nécessaires a la compréhension de 1’approche
dont le principe est donné en section 4. Des résultats expéri-
mentaux sont comparés a des approches classiques en section

5.

2 Contexte et contraintes

Nous donnons dans cette section, les implications des
contraintes industrielles sur les choix pour la méthode de
classification. En premier lieu, le module de classification
doit s’adapter aux besoins spécifiques du client. Nous ne de-
vons donc présupposer ni le nombre, ni la nature des classes.
Il n’est alors pas possible de connaitre a priori quelles seront
les caractéristiques les plus discriminantes, ce choix devant
alors étre effectué en ligne. Il n’est pas non plus possible de
présupposer des compétences des utilisateurs en traitement



d’image de document ou en classification.

Dans notre cas, la notion de classe de documents est définie
par les traitements qui sont appliqués ultérieurement, guidés
par le modele de lecture. Certaines images de classes diffé-
rentes peuvent se révéler d’un aspect tres proches, alors que
des images de la mé&me classe peuvent avoir des structures
dissemblables comme le montrent les exemples de la figure
1. Par ailleurs, en fonction du probleme (champs a lire défi-
nis dans le masque de lecture), deux mémes images peuvent
se trouver ou non dans la méme classe.

Le temps de classification doit rester acceptable, et ce quel
que soit le nombre de classes a discriminer. I1 doit donc étre
une fonction sub-linéaire du nombre de classes. La robus-
tesse doit également €tre assurée malgré des bases d’appren-
tissage réduites, interdisant ainsi I’utilisation des techniques
neuromimétiques. Enfin, le caractére incrémental en nombre
de classes permettant de faire évoluer le systeme doit étre un
objectif qui doit poursuivi.

3 Définitions

Cette section introduit la terminologie utilisée dans la des-
cription du principe de classification. Les concepts de classe
de documents, de caractéristiques et de distance entre images
de documents y sont détaillés.

Pour un probleme de classification particulier, on dispose
d’une base d’apprentissage contenant des images de docu-
ment ; cet ensemble est noté ImageSet. Ces images repré-
sentent les classes a discriminer. L’ensemble des classes du
problemes est noté CllassSet.

Les caractéristiques utilisées peuvent €tre numériques, syn-
taxiques et/ou structurelles. Il est possible d’associer a
chaque jeu de caractéristiques plusieurs métriques permet-
tant alors de calculer autant de distances entre deux images
de document (distance euclidienne, distance de Hamming,
distance du Max, distance du Min [RIB 98], distance d’édi-
tion [WAG 74], distance entre graphe [BUN 90]). L’espace
associé a un jeu de caractéristiques I est noté FeatSpacer.
M est une métrique associée au jeu de caractéristiques F'.

F : ImageSet — FeatSpacep

Mg : FeatSpacer x FeatSpacer — [0,1] S

On peut alors calculer selon chaque métrique My une dis-
tance entre deux images I; et 5. Une distance calculée entre
images provenant de la méme classe est appelée distance
intra-classe. Une distance calculée entre images provenant
de deux classes différentes est appelée distance inter-classe.

Dy, : ImageSet x ImageSet —  [0,1]
Dup (I, 1) = Mp(F(L), F(I2))
2

4 Principe de classification

Dans les méthodes classiques, les images de documents sont
représentées par des points dans différents espaces de ca-
ractéristiques [BEL 92] [FUK 90] [MIL 93] [TOU 74]. Les
classes d’images sont alors représentées par des nuages de
points. Notre approche est différente des méthodes de classi-
fication couramment utilisées [COV 67], [DUD 73], [FU 82]

(réseaux de neurones, plus proches voisins, arbres de déci-
sion, machines a support vecteur), qui cherchent a établir les
frontieres entre les classes dans 1’espace de caractéristiques,
car I’espace des distances entre les vecteurs de caractéris-
tiques est privilégié. Ce principe est inspiré des travaux sur
I’optimisation de la recherche de plus proches voisins déve-
loppé par Vidal [VID 94], Micé et al. [MIC 94] puis Moreno-
Seco et al. [MOR 02] qui travaillent dans un espace de mé-
triques permettant ainsi d’unifier des caractéristiques numé-
riques, syntaxiques et structurelles. La distance entre deux
points du mé€me espace de caractéristiques est représentée par
un point dans un espace des distances unidimensionnel. Un
point dans cet espace des distances représente la distance au
sens d’une métrique entre deux points de I’espace de carac-
téristiques a n dimensions.

Le représentant I}, - d’une classe C' au sens d’une mé-
trique M dans un espace de caractéristiques F' définit un
référentiel dans lequel se situent toutes les classes C' €
ClassSet dans FeatSpacep. Grace a la métrique M, on
peut calculer les distances entre C' et toutes les autres classes
dans ce référentiel.

Soit I une image de document dont on cherche la classe.
Soit C' sa classe réelle. La position de I dans le référen-
tiel est alors déterminée en calculant selon Mg la distance
Dy (I) entre I et C. Bien qu’une seule distance soit cal-
culée, on obtient une information concernant I’appartenance
de T a toutes les classes. En effet, plus T est éloignée d’une
classe dans ce référentiel, plus la probabilité qu’elle en soit
un membre est faible.

La figure 2 illustre le mécanisme de projection des classes
et du point T a classer depuis I’espace des caractéristiques
(partie supérieure des figures) vers I’espace des distances
(axe horizontal). Sur chacune de ces figures représentant le
méme espace de caractéristiques, un point de vue différent
est choisi. Les classes sont circonscrites par des couronnes
centrées sur le point de vue. Chaque couronne est projetée
comme un intervalle sur I’espace des distances.

La phase d’apprentissage consiste a déterminer les inter-
valles projetés pour 1’ensemble des points de vue. Elle
est effectuée en deux temps. Lors de la premiere étape,
pour chaque espace de caractéristiques, les représentants de
chaque classe sont déterminés a partir des distances calcu-
lées entre tous les prototypes de la base d’apprentissage de
la classe considérée (distances intra-classe). Le représentant
peut étre choisi de plusieurs facon (centre de gravité de la
classe, prototype minimisant la variance intra-classe, proto-
type minimisant la plus grande distance intra-classe induite).
Lors de la seconde étape, on calcule la distance entre ces
représentants et les prototypes des autres classes. On déter-
mine ainsi les intervalles de distance projeté. Des fonctions
d’appartenance floues prenant en compte la dynamique sont
induites de ces intervalles. Cette fonction vaut 1 a I’intérieur
de I’intervalle et décroit avec 1’éloignement de facon inver-
sement proportionnelle a la largeur de I’intervalle.

La classification est réalisée en filtrant de facon itérative la
liste des classes candidates (initialisée avec 1’ensemble des
classes). A chaque itération, on sélectionne parmi tous les
points de vue celui qui permet de minimiser la probabilité
qu’un point de I’espace des caractéristique se trouve pro-
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jeté dans plusieurs intervalles. Ce point de vue est celui qui
permet a priori la meilleure discrimination entre classes. Le
point de vue représenté sur la figure 2(c) est le meilleur des
trois, en effet, les intervalles engendrés par la projection des
couronnes centrées sur le représentant de la classe C' ne pré-
sente aucun recouvrement. Ainsi, un point de 1’espace de ca-
ractéristiques sera projeté dans, au plus, un intervalle. Dans
un cas réel, avec un nombre de classes plus important, ce cri-
tere permet de minimiser le nombre d’intervalles dans lequel
un point de 1’espace des caractéristiques sera projeté. Le fil-
trage de la liste des classes candidates revient a supprimer
les intervalles correspondants pour chaque point de vue, la
sélection du meilleur point de vue doit étre réitérée a chaque
passe de I’algorithme.

Dans un deuxieme temps, on calcule la distance entre le point
a classer et le point de vue sélectionné selon la métrique
correspondante. Cette distance correspond a I’abscisse dans
I’espace projeté des distances. Les figures 2(a), 2(b) et 2(c)
montrent comment le point T est projeté sur chaque point de
vue. On constate, en particulier qu’un choix erroné de point
de vue (Fig. 2(a) et 2(b)) a pour effet de projeter I dans
deux intervalles. Cependant cela permet d’éliminer 1’hypo-
thése que ce point puisse appartenir a la classe B. La liste des
classes candidates serait alors filtrée en conséquence. En re-
vanche, le choix du meilleur point de vue (Fig. 2(c)) permet
d’éliminer, en un seul calcul de distance, les hypotheses des
classes A et B.

Algorithme 4.1

Candidates « ClassSet

TantQue Card(Candidates) > 1

choisir le meilleur point de vue (Mp,C)

calculer d=Dg. c) (f)
Pour toutes les classes ca%culer la

fonction d’appartenance de [
Filtrer la liste des classes candidates

(critere seuil de la fonction
d’”appartenance)
finTantQue

si Card(Candidates) > 0 ~
alors C=Candidates([0] sinon rejeter I

5 Résultats expérimentaux

La version actuelle du module de classification dispose
de 6 extracteurs de caractéristiques (relatives a I’image
[CLA 00] [UNS 93] et des éléments de structure du docu-
ment [HER 98] [AZO 95]). Les métriques sont basées sur la
distance euclidienne pour les caractéristiques numériques et
sur la distance d’édition pour les caractéristiques ayant trait
a la structure du document. Dans les tests présentés dans
cette section, le point de vue sélectionné est celui minimi-
sant I’écart-type de la distance intra-classe.

Les tests effectués portent sur 4 problemes de classification
d’images représentant des remises de cheques (Fig. 1,4 et 5)
des formulaires (Fig. 3 de [CAR 04] publié dans ces mémes
actes) et des tickets d’embarquement (Fig. 3). Les résultats
expérimentaux figurent dans le tableau 1. Aucune reconfi-
guration n’a été opérée entre les 4 tests. Comme indiqué en

section 2, la notion de classe est définie par la position et
la nature des champs a lire. Les prétraitements appliqués a
I’image (binarisation) sont une autre source de variabilité.
La figure 1 montre des exemples d’images de deux classes
différentes. Enfin, 1’apprentissage est réalisé avec un faible
nombre d’exemples (entre 5 et 10 images par classe). Le taux
modeste de classification obtenu sur la base D B4 était prévi-
sible. En effet, apres 1’apprentissage, le module a signalé que
deux couples de classes ne pouvaient étre discriminé car dans
aucun des points de vue les intervalles n’étaient distincts. Ce-
pendant, la difficulté du probleme est évidente lorsqu’on re-
garde la proximité des différentes classes.

Les résultats présentés dans le tableau 1 ont été comparés a
ceux donnés par un classifeur k-ppv. Dans un premier temps,
un classifeur a été implanté pour chacun des 6 jeux de ca-
ractéristiques et pour plusieurs valeurs de k (1, 3, 5 et 10).
Ce dernier parametre ne semble pas avoir d’influence consi-
dérable. Nous avons constaté que certaines caractéristiques
semblaient bien adaptées pour certains jeux d’images et ab-
solument pas pour d’autres. En effet, le meilleur résultat a été
de 95% pour un jeu de caractéristiques sur une base, alors
que ce méme jeu a donné des résultats inférieurs a 50% sur
d’autres bases. Dans un second temps, toutes les caractéris-
tiques ont été rassemblées dans un unique vecteur. Les résul-
tats obtenus ont été inférieurs a 40% pour chacune des bases
testées. Cela illustre le fait que les classifieurs k-ppv doivent
étre appliqués en ayant mené une étude, dépendante de la
base, sur la pertinence des caractéristiques.

Cette comparaison valide notre approche de sélection dyna-
mique de caractéristiques. Par ailleurs, la ou le classifieur k-
ppv nécessite le calcul d’une distance avec chaque point de
la base d’apprentissage, notre approche ne nécessite qu’un
calcul par itération, les extracteurs de caractéristiques cor-
respondants n’étant déclenchés que lorsque cela s’avere né-
cessaire.

6 Conclusion

Cet article présente une stratégie originale de classification
appliquée au probleme de la classification d’images de docu-
ments. Cette stratégie est implantée comme module au sein
d’un produit dont le but est la lecture automatique de champs
manuscrits sur des images de documents hétérogeénes prove-
nant de différentes classes.

La stratégie implantée tente de satisfaire des contraites in-
duites par une problématique industrielle. Il s’agit, en effet,
d’appréhender des problémes de classification d’images de
document pour lesquels on ne peut présumer ni de la nature
ni du nombre de classe Ces classes étant définies en fonction
des traitements ultérieurs, la variabilité intra-classe est par-
fois importante. Une autre difficulté provient du fait que les
bases d’apprentissage sont réduites a environ 5 a 10 images
par classe.

Les données produites pendant la phase d’apprentissage per-
mettent de choisir un point de vue (espace de caractéristique,
métrique et origine de la comparaison) qui permettent de dis-
criminer au mieux les classes candidates. La distance, au sens
d’une métrique et d’un espace de caractéristique, entre le
représentant d’une classe et une image de classe inconnue,
donne non seulement une information sur 1I’appartenance de



Nombre Nombre Nombre Bonne Taux de | Taux de

d’images || declasses | d’itérations | classification rejet confusion
DBO 25125 2 1 100% 0% 0%
DB1 123 8 2t04 96% 4% 0%
DB2 65689 6 2t03 92% 4% 4%
DB3 8770 6 2t03 95% 4% 1%
DB4 2550 14 2a4 70% 25% 5%

TAB. 1 — Résultats
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I’image a la classe considérée, mais également sur I’apparte-
nance aux autres classes. La classification s’opere en filtrant
de facon itérative un ensemble de classes candidates jusqu’a
ne plus avoir qu’une classe ou plus du tout (le document est
rejeté).

Cette stratégie présente un certain nombre d’avantages par
rapport aux méthodes classiques. Tout d’abord, le processus
de classification est une fonction sub-linéaire du nombre de
classes. D’autre part, le module de classification peut facile-
ment étre configuré. En particulier, différentes reégles peuvent
premettre de filtrer la liste des classes candidates (selon la
valeur de la fonction d’appartenance ou éliminer une propor-
tion et donc fixer le nombre maximum d’itérations). Enfin,
de nouveaux extracteurs de caractéristiques et les différentes
métriques associées peuvent facilement étre intégrés. Ces
nouvelles caractéristiques (éventuellement dédiées a la réso-
lution d’un probléme) sont rendues disponibles. Elles seront
utilisées ou pas dans le processus de classification sans que
cela n’ait d’influence sur le temps de classification. On pour-
rait méme imaginer analyser pour chaque probleme quelles
ont été les caractéristiques utilisées et dans quel contexte.
Par exemple, on pourrait en conclure qu’un jeu de caracté-
ristiques n’est pas utile, ou qu’il n’est utile que pour discri-
miner deux classes particulieres difficilement séparables par
les autres caractéristiques.

Le principal avantage de raisonner dans un espace de dis-
tance est que cela permet d’utiliser des caractéristiques de
différentes natures. Des caractéristiques numériques, syn-
taxiques ou structurelles peuvent étre utilisées au sein d’un
méme jeu de caractéristiques si on peut lui associer, au
moins, une métrique permettant de calculer une distance
entre deux images.

La phase d’apprentissage est incrémentale. Si une nouvelle
classe doit étre ajoutée, les distances calculées précédem-
ment peuvent étre conservées ; seules les distances avec les
nouveaux documents doivent étre calculées. Enfin, de nou-
veaux vecteurs de caractéristiques ou de nouvelles métriques
peuvent également étre ajoutés sans remise en cause des don-
nées précédemment extraites. Il semble que cette stratégie
puisse €tre appliquée a d’autres problemes de classification
supervisée.

Les résultats présentés portant sur plusieurs exemples de
bases semblent intéressants. Ils pourraient cependant étre
améliorés sur plusieurs aspects (critere de choix du représen-
tant, détermination dynamique du meilleur point de vue...).
D’autres perspectives d’amélioration concernent les vecteurs
de caractéristiques utilisés. De nouveaux vecteurs de carac-
téristiques pourraient étre obtenus par combinaison de ceux
existants. Les plus discriminants pourraient étre déterminés
par exemple par 1'utilisation d’algorithmes génétiques appli-
qués sur les données de la base d’apprentissage.
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